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Quelles applications pour les modèles d’attention ?

► NLP: Natural Language Processing ou traitement de langage naturel

► Développé pour des tâches telles que

● Traduction automatique

● Compréhension de la parole

● Génération de texte

► Algorithmes connus

● BERT

● GPT 3, 4

● Chat-GPT

Permettre aux machines de comprendre, interpréter et générer un 
langage naturel de manière efficace
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Quelles applications pour les modèles d’attention ?

► Également développé en analyse d’images

► Algorithmes de l’état de l’art

● Classification

● Segmentation

● Recalage

● Génération d’images 

● Translation images à images

Doit permettre une meilleure contextualisation d’analyses d’images

Vision Transformer - 2020 
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Quelles applications pour les modèles d’attention ?

► Également développé en analyse d’images

► Algorithmes de l’état de l’art

● Classification

● Segmentation

● Recalage

● Génération d’images

● Translation images à images

Doit permettre une meilleure contextualisation d’analyses d’images

Transmorph - 2022
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Quelles applications pour les modèles d’attention ?

► Également développé en analyse d’images

► Algorithmes de l’état de l’art

● Classification

● Segmentation
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● Génération d’images 

● Translation images à images

Doit permettre une meilleure contextualisation d’analyses d’images

StyleSwin - 2022
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Quelles applications pour les modèles d’attention ?

► Également développé en analyse d’images

► Algorithmes de l’état de l’art

● Classification

● Segmentation

● Recalage

● Génération d’images

● Translation images à images

Doit permettre une meilleure contextualisation d’analyses d’images

InstaFormer - 2022
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Les transformers

Tokens
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Création de tokens

► Les données d’entrée sont structurées sous forme de tokens

➔ Texte: token = mots d’une phrase

➔ Image: token = patches d’une image

Procédure de tokenisation

« Hello, I am olivier »

Texte

« Hello », « I », « am », « olivier »

Procédure de tokenisation

Image

« Hello »  ⇒ 𝑥𝑖 𝜖 ℝ
𝑡

0 1 0 0 0

⇒ 𝑥𝑖 𝜖 ℝ
𝑃2𝐶

𝑃 largeur du patch, 𝐶 = 3 si image couleur
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Création de tokens

► Création d’une représentation (ou embedding) des tokens

➔ Simple projection linéaire

➔Multiplication par une matrice de représentation 𝑼𝑒 à apprendre

𝑒𝑖 = 𝑥𝑖 𝑼𝑒
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Création de tokens

► Création d’une représentation (ou embedding) des tokens

➔ Simple projection linéaire

➔Multiplication par une matrice de représentation 𝑼𝑒 à apprendre

𝑒𝑖 = 𝑥𝑖 𝑼𝑒
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Création de tokens

► Apprentissage d’une matrice de représentation 𝑼𝑒 commune à chaque token

➔ Formulation matricielle 

𝐸 = 𝑋 𝑼𝑒
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Création de tokens

► Codage de position

► Récupération de la structure : codage positionnel (PE: positional embedding)

➔ Phrase / image: ensemble de tokens indépendants

➔ Perte d’informations structurelles des données d’entrée

➔ Correspondance entre la position du token t et un vecteur 𝑝𝑡 𝜖 ℝ
1×𝐷

➔ Codage classique: fonction sinusoïdale

𝑝𝑡 𝜖 ℝ1×𝐷

𝑝𝑡 = sin 𝜔1𝑡 , cos 𝜔1𝑡 ,⋯ , sin 𝜔𝐷/2𝑡 , cos 𝜔𝐷/2𝑡

𝜔𝑘 =
1

100002𝑘/𝐷



14

Création de tokens

► Codage de position sinusoïdal

➔Unique vecteur 𝑝𝑡 pour chaque position t

➔ 𝑝𝑡 𝑖 ∈ −1,1 : normalisation intrinsèque des valeurs

Nombre de token = 50, dimension D de chaque token = 128

Profondeur

P
o

si
ti

o
n
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Création de tokens

► Codage de position sinusoïdal

➔Modélisation intrinsèque de la position relative des tokens

➔Matrice de similarité de position: 𝐾 = 𝑃 ∙ 𝑃𝑡

Po
si

ti
o

n

Position
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Création de tokens

► Représentation finale

➔ Tokens finaux = somme des représentations de tokens et de positions

➔ Seule la matrice 𝑼𝑒 est à apprendre pour cette phase
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Les transformers

Les blocs d’encodage



18

Transformer: encodage de l’information

► Encodeur

➔ Correspond a N blocs d’encodage

▪ En entrée: Une représentation de tokens

▪ En sortie: Une nouvelle représentation de tokens adaptée à la cible en 
cours d’optimisation
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Transformer: encodage de l’information

► 1ère étape 

➔ Calcul de cartes d'attention entre les tokens

➔ Connection résiduelle 1) contre les pertes de gradient

2) ne pas oublier la représentation de position

𝑧𝑙
′ = 𝑀𝐻𝐴 𝐿𝑁 𝑧𝑙−1 + 𝑧𝑙−1

1ère étape 2ème étape
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Transformer: encodage de l’information

► 2ème étape 

➔ Introduction de non-linéarités pour générer de l’information pertinente

➔ Connection résiduelle 1) contre les pertes de gradient

2) ne pas oublier la représentation de position

𝑧𝑙 = 𝑀𝐿𝑃 𝐿𝑁 𝑧𝑙
′ + 𝑧𝑙

′

1ère étape 2ème étape
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Transformer: encodage de l’information

► Zoom sur la 2ème étape 

2ème étape
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Transformer: encodage de l’information

► Normalisation

➔ Contrôle la dynamique des valeurs des tokens avant chaque étape clé

▪ 𝜇, 𝜎: Calculés sur l’ensemble des tokens correspondant à une image

▪ 𝛾, 𝛽: Paramètres à apprendre

ℝ𝑁×𝐷 ℝ𝑁×𝐷
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Transformer: encodage de l’information

► MLP

➔ Introduit de la non-linéarité

➔ Permet de générer de l’information pertinente

ℝ𝑁×𝐷 ℝ𝑁×𝐷

𝑧𝑙
∗ = 𝐿𝑁 𝑧𝑙

′

𝑀𝐿𝑃 𝑧𝑙
∗ = 𝑚𝑎𝑥 0, 𝑧𝑙

∗𝑊1 + 𝑏1 𝑊2 + 𝑏2
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Transformer: encodage de l’information

► Zoom sur la 1ère étape 

1ère étape
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Transformer: encodage de l’information

► Self-attention module

➔Gestion de cartes d’attentions 𝐴 au travers de matrices Q (query), K (key), V (values) 

➔ Softmax appliqué par ligne de la matrice 𝐴 pour normaliser les poids qui vont 
pondérer les vecteurs lignes de 𝑉
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Transformer: encodage de l’information

► Multi-Head Attention: bloc d’attention multi-tête

➔Génération de  𝑘 têtes à partir de modules d’auto-attention différents

➔ Equivalent à la notion de feature maps dans les CNN

➔ Projection linéaire pour mélanger l’information des différentes têtes et revenir 
aux dimensions de tokens initiaux
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Transformer: encodage de l’information

► En résumé 

➔ 1ère étape: création d’information par attention entre les tokens

➔ 2ème étape: génération d’information pertinente par non-linéarité

1ère étape 2ème étape
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Les transformers

Méthode de classification
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Transformer pour la classification

► VIT: algorithme de référence

➔ Appris sur JFT (300 million d’images)

➔ Introduction de la notion de class token

Apprentissage d’une opération de « pooling » vis-à-vis de token visuels
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That’s all folks


